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Abstrak : Penelitian ini bertujuan untuk mengevaluasi pengaruh teknik seleksi fitur Chi-Square dan Information Gain
terhadap kinerja klasifikasi sentimen pada ulasan aplikasi Gojek menggunakan algoritma Naive Bayes. Permasalahan utama
dalam penelitian ini adalah tingginya dimensi fitur pada data teks berbahasa Indonesia yang berpotensi memengaruhi
performa model. Untuk mengatasi hal tersebut, dilakukan tahapan praproses teks yang meliputi pelabelan sentimen,
normalisasi, serta ekstraksi fitur menggunakan metode Term Frequency—Inverse Document Frequency (TF-IDF) dengan
Jumlah fitur awal sebanyak 5000. Dataset terdiri dari 225.043 ulasan aplikasi Gojek, dan setelah proses pembersihan
diperoleh 220.860 ulasan valid yang digunakan dalam eksperimen. Hasil penelitian
menunjukkan bahwa metode Chi-Square menghasilkan akurasi terbaik sebesar 0,877864 pada 3000 fitur, sedangkan
Information Gain mencapai akurasi 0,877751 pada 4000 fitur. Kedua metode tersebut menghasilkan performa yang sedikit
lebih rendah dibandingkan model tanpa seleksi fitur yang mencapai akurasi 0,878045. Temuan ini menunjukkan bahwa
reduksi fitur tidak selalu meningkatkan kinerja Naive Bayes, karena model ini bekerja lebih optimal dengan distribusi fitur
yang luas. Oleh karena itu, seleksi fitur perlu diterapkan secara hati-hati, khususnya pada data ulasan berbahasa Indonesia
vang bersifat informal dan memiliki variasi ekspresi yang tinggi.

Kata kunci—Chi-Square, Information Gain, klasifikasi sentimen, Naive Bayes, seleksi fitur.

Abstract : This study aims to evaluate the effect of Chi-Square and Information Gain feature selection techniques on the
performance of sentiment classification of Gojek application reviews using the Naive Bayes algorithm. The main problem
addressed in this study is the high dimensionality of features in Indonesian-language text data, which may affect model
performance. To address this issue, a text preprocessing pipeline was applied, including sentiment labeling, normalization,
and feature extraction using the Term Frequency—Inverse Document Frequency (TF-IDF) method with an initial feature size
of 5,000. The dataset consists of 225,043 Gojek application reviews, and after data cleaning, 220,860 valid reviews were used
for the experiments. The results show that the Chi-Square method achieved the best accuracy of 0.877864 with 3,000 features,
while Information Gain reached an accuracy of 0.877751 with 4,000 features. Both methods performed slightly lower than the
model without feature selection, which achieved an accuracy of 0.878045. These findings indicate that feature reduction does
not always improve the performance of Naive Bayes, as the algorithm performs more optimally with a broader feature
distribution. Therefore, feature selection should be applied carefully, especially for Indonesian-language review data that are
informal and highly varied in expression.
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I PENDAHULUAN

ERTUMBUHAN pesat ekosistem aplikasi digital di Indonesia telah mendorong meningkatnya

volume ulasan pengguna dari tahun ke tahun. Ulasan tersebut merepresentasikan persepsi,

evaluasi, serta pengalaman faktual pengguna terhadap layanan yang mereka gunakan, sehingga
menjadi sumber informasi strategis bagi penyedia layanan maupun calon pengguna dalam menilai
kualitas aplikasi [1]. Namun demikian, jumlah ulasan yang dapat mencapai puluhan ribu hingga jutaan
menyebabkan analisis manual tidak lagi layak dilakukan secara konsisten maupun efisien.

Dalam kondisi tersebut, analisis sentimen menjadi pendekatan komputasional yang relevan untuk
mengidentifikasi dan mengelompokkan opini pengguna ke dalam kategori seperti positif, negatif, atau
netral. Kebutuhan terhadap metode ini semakin meningkat seiring bertambahnya data tidak terstruktur
dalam bentuk teks pada berbagai platform digital [2]. Analisis sentimen tidak hanya berfungsi untuk
menangkap kecenderungan opini publik, tetapi juga berperan strategis dalam pengambilan keputusan
terkait peningkatan kualitas layanan aplikasi.

Naive Bayes merupakan salah satu algoritma yang paling banyak digunakan dalam tugas analisis
sentimen karena kesederhanaan, efisiensi komputasi, dan performanya yang stabil pada berbagai studi
klasifikasi teks [3]. Meskipun demikian, tantangan signifikan muncul pada data teks berdimensi tinggi,
di mana sejumlah besar fitur berupa token tidak memberikan kontribusi yang berarti terhadap klasifikasi.
Kondisi ini berpotensi mengurangi performa model apabila tidak dilakukan pengendalian terhadap
redundansi atau noise pada fitur.

Untuk mengatasi permasalahan tersebut, teknik seleksi fitur diperlukan untuk menyaring fitur yang
paling relevan dari keseluruhan korpus. Chi-Square dan Information Gain merupakan dua metode yang
paling banyak digunakan dalam konteks ini. Chi-Square mengevaluasi tingkat keterkaitan antara fitur dan
kelas sentimen, sedangkan Information Gain mengukur kontribusi fitur dalam mengurangi ketidakpastian
model [4], [5]. Penerapan seleksi fitur terbukti penting dalam meningkatkan efisiensi dan performa model.

Penelitian sebelumnya menunjukkan bahwa penggunaan seleksi fitur dapat menghasilkan
peningkatan akurasi model secara signifikan, bahkan melebihi 10% dalam beberapa studi analisis
sentimen [6]. Temuan tersebut menegaskan bahwa seleksi fitur merupakan komponen kunci dalam
pipeline pemrosesan teks, terutama pada dataset berukuran besar seperti ulasan aplikasi.

Walaupun berbagai studi telah mengonfirmasi efektivitas Chi-Square dan Information Gain, kajian
komparatif terhadap kedua teknik tersebut pada ulasan aplikasi berbahasa Indonesia masih terbatas.
Keterbatasan ini menunjukkan adanya ruang penelitian yang penting untuk dieksplorasi, khususnya dalam
konteks aplikasi lokal seperti Gojek yang memiliki basis pengguna luas dan volume ulasan yang besar.
Oleh karena itu, penelitian ini dilakukan untuk memberikan pemahaman empiris mengenai dampak
penerapan kedua metode seleksi fitur tersebut terhadap performa model klasifikasi sentimen pada data
ulasan aplikasi berbahasa Indonesia.

II. TINJAUAN PUSTAKA

A. Text Mining

Text mining merupakan pendekatan komputasional yang digunakan untuk mengekstraksi informasi
dan pengetahuan dari data teks tidak terstruktur. Proses ini mencakup tahapan praproses, ekstraksi fitur,
seleksi fitur, dan klasifikasi, sehingga memungkinkan transformasi teks mentah menjadi representasi
numerik yang dapat dianalisis oleh algoritma pembelajaran mesin [7]. Melalui proses ini, sistem mampu
mengidentifikasi pola linguistik dalam data berukuran besar yang sebelumnya sulit dianalisis secara
manual.

Tahapan utama dalam text mining dimulai dengan pembersihan teks untuk menghilangkan elemen
non-informatif seperti karakter khusus dan tag HTML. Proses dilanjutkan dengan tokenisasi, normalisasi
(case folding, stemming, atau lemmatization), serta konversi teks menjadi representasi numerik
menggunakan metode seperti bag-of-words atau TF-IDF[8], [9]. Kualitas representasi fitur ini dapat
ditingkatkan melalui seleksi fitur seperti Chi-Square dan Information Gain yang terbukti meningkatkan
efektivitas model klasifikasi, termasuk Naive Bayes [10], [11]. Teknik text mining banyak diterapkan
dalam berbagai tugas, mulai dari pengelompokan topik hingga analisis sentimen.

Text mining sangat relevan untuk analisis ulasan aplikasi dan media sosial karena kemampuannya
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mengolah data tidak terstruktur dalam skala besar secara efisien. Dengan meningkatnya volume komentar
pengguna, teknik ini menjadi alat strategis dalam menghasilkan insight yang mendukung pengambilan
keputusan berbasis data [12], [13].

B.  Analisis Sentimen

Analisis sentimen merupakan cabang text mining yang berfokus pada identifikasi kecenderungan
opini positif, negatif, atau netral berdasarkan informasi yang terkandung dalam teks [14]. Teknik ini
digunakan untuk memahami persepsi dan respons pengguna terhadap suatu entitas sehingga menjadi
instrumen penting dalam mengevaluasi kualitas layanan digital [12]. Perkembangannya semakin pesat
seiring meningkatnya ketersediaan data ulasan pada platform digital.

Analisis sentimen dapat dilakukan pada beberapa tingkat: tingkat dokumen, yang menilai polaritas
keseluruhan teks; tingkat kalimat, yang menganalisis polaritas tiap kalimat; dan tingkat aspek, yang
mengevaluasi sentimen terhadap komponen tertentu dari suatu entitas [15]. Penelitian ini menggunakan
pendekatan tingkat dokumen, di mana setiap ulasan dianggap sebagai satu unit analisis.

Dalam konteks ulasan aplikasi digital, penelitian-penelitian terdahulu menunjukkan bahwa analisis
sentimen efektif membantu penyedia layanan memahami persepsi publik, mengidentifikasi isu utama,
dan memantau kualitas layanan secara berkelanjutan [16], [17]. Namun, sedikit penelitian yang mengkaji
penggunaan seleksi fitur seperti Chi-Square dan Information Gain pada ulasan aplikasi berbahasa
Indonesia, sehingga aspek ini masih menjadi ruang penelitian yang terbuka.

C. TF-IDF

TF-IDF (Term Frequency—Inverse Document Frequency) merupakan salah satu metode
representasi fitur yang paling banyak digunakan dalam klasifikasi teks. Metode ini memberikan bobot
lebih besar pada kata yang penting dalam dokumen tertentu namun jarang muncul pada korpus secara
keseluruhan, sehingga menghasilkan representasi yang diskriminatif [18], [19]. Dalam analisis sentimen,
TF-IDF efektif membantu menonjolkan kata kunci yang relevan untuk membedakan polaritas dokumen.

Representasi n-gram (khususnya unigram dan bigram) sering dipadukan dengan TF-IDF untuk
menangkap konteks lokal antar kata [20]. Secara matematis, TF-IDF dihitung berdasarkan Rumus 2.1—
2.4, yang mencakup frekuensi kemunculan kata dalam dokumen dan persebaran kata dalam korpus.
Kombinasi TF-IDF dan n-gram dilaporkan mampu meningkatkan akurasi klasifikasi secara signifikan
pada berbagai domain teks [20], [21].

D. N-gram

N-gram adalah representasi sekuensial dari n kata yang muncul secara berurutan dalam teks.
Pendekatan ini memungkinkan model menangkap hubungan lokal antar kata yang tidak dapat diperoleh
melalui bag-of-words [22], [23]. Dalam analisis ulasan aplikasi, n-gram sangat bermanfaat untuk
menangkap frasa penting seperti negasi (“tidak puas”) atau intensifier (“sangat lambat”).

Unigram, bigram, dan trigram merupakan bentuk n-gram yang paling umum. Namun penggunaan
n-gram berukuran besar dapat menyebabkan sparsity, sehingga penelitian ini memilih kombinasi
unigram-bigram (n = 1,2) sebagai kompromi yang optimal.

E. Seleksi Fitur

Seleksi fitur merupakan tahap penting dalam pemrosesan teks yang bertujuan mereduksi jumlah
fitur tanpa kehilangan informasi penting, sehingga model dapat bekerja lebih efisien dan akurat [24], [25].
Dengan volume fitur yang dapat mencapai puluhan ribu, seleksi fitur membantu mengurangi noise dan
meningkatkan performa model seperti Naive Bayes.

Penelitian ini membandingkan dua metode seleksi fitur yang populer, yaitu Chi-Square dan
Information Gain, untuk menilai efektivitas masing-masing metode dalam klasifikasi sentimen ulasan
aplikasi Gojek.

F.  Chi-Square (%)
Chi-Square mengevaluasi tingkat dependensi antara kata dan kelas sentimen berdasarkan tabel

kontingensi. Fitur dengan nilai %? tinggi dianggap relevan, sedangkan fitur dengan nilai rendah dapat
dieliminasi [26].
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G. Information Gain (IG)

Information Gain mengukur seberapa besar suatu fitur mengurangi ketidakpastian (entropy) dalam
proses klasifikasi [27]. Metode ini banyak digunakan dalam analisis sentimen karena kontribusinya
terhadap peningkatan akurasi dan fl-score [21].

H. Klasifikasi Teks

Klasifikasi teks mengacu pada proses mengelompokkan dokumen ke dalam kategori tertentu
berdasarkan pola linguistik yang dipelajari dari data berlabel [28]. Tantangan utama dalam klasifikasi
teks meliputi tingginya dimensi fitur, ambiguitas bahasa, serta variasi gaya penulisan, sehingga
diperlukan algoritma yang efisien dan robust seperti Naive Bayes [29].

1. Naive Bayes

Naive Bayes, khususnya MultinomialNB, adalah algoritma probabilistik yang banyak digunakan
pada klasifikasi teks karena kesederhanaan dan efisiensinya [3]. Meskipun mengasumsikan independensi
antar fitur, algoritma ini tetap menghasilkan performa yang kompetitif [30]. Formula dasar Naive Bayes
digunakan untuk menghitung probabilitas posterior, dengan kelas dipilih berdasarkan probabilitas
tertinggi. Penelitian terdahulu menunjukkan bahwa Naive Bayes dapat mencapai akurasi tinggi terutama
ketika dipadukan dengan seleksi fitur [31], [32].

J. Studi Terdahulu dan Research Gap

Literatur menunjukkan bahwa Chi-Square dapat meningkatkan akurasi model secara signifikan [4],
Information Gain meningkatkan stabilitas model [21], dan penggunaan TF-IDF dengan n-gram
menghasilkan performa optimal [20]. Namun penelitian terkait ulasan aplikasi Indonesia masih terbatas,
terutama dalam hal:
1. Minimnya studi komparatif antara Chi-Square dan Information Gain.
2. Kurangnya penelitian yang menggunakan dataset besar seperti ulasan Gojek.
3. Belum adanya bukti empiris mengenai pengaruh kedua teknik seleksi fitur terhadap Naive Bayes

dalam konteks bahasa Indonesia.

Penelitian ini hadir untuk mengisi kesenjangan tersebut melalui analisis komprehensif terhadap dua

teknik seleksi fitur pada dataset ulasan aplikasi Gojek berbahasa Indonesia.

III. METODE PENELITIAN

Penelitian ini menggunakan pendekatan kuantitatif eksperimental untuk mengevaluasi pengaruh
teknik seleksi fitur Chi-Square dan Information Gain terhadap akurasi klasifikasi sentimen berbasis Naive
Bayes. Objek penelitian berupa dataset ulasan aplikasi Gojek yang diambil dari platform Kaggle melalui
sumber resmi Gojek App Reviews Bahasa Indonesia, yang menyediakan data ulasan pengguna dengan
skor penilaian sebagai dasar pelabelan sentimen. Seluruh eksperimen dilakukan secara terkontrol dan
komparatif, di mana kedua teknik seleksi fitur diuji pada dataset, parameter model, dan konfigurasi
praproses yang sama untuk memastikan konsistensi hasil. Dengan menerapkan prinsip kontrol variabel
dan replikasi, penelitian ini mampu mengisolasi kontribusi masing-masing teknik terhadap performa
model, sehingga temuan yang diperoleh memiliki validitas internal yang kuat serta dapat direplikasi pada
penelitian selanjutnya. Adapun alur penelitian yang dilakukan pada penelitian ini dapat dilihat pada
Gambar 1.

Pemuatan Dataset dan
Pelabelan Ground Truth

Penghapusan

Ekstraksi Fitur Pembagian Data
Data Tidak Valid > Praproses Teks dengan TF-IDF Latih dan Uji

Penentuan Model Tuning Jumiah Fitur Eksperimen Seleksi || Pelatihan Model
Final Optimal Fitur Baseline

i

Evaluation Model

Gambar 1. Alur Penelitian
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Tabel 1. Penjelasan Alur Penelitian

Tahapan Aktivitas Deskripsi Aktivitas
Dataset Loading Memuat dataset dan Dataset GojekAppReview1.csv dimuat dan dilakukan pelabelan otomatis
& Ground memberikan label berdasarkan skor ulasan (1-2 = negatif, 3 = netral, 4-5 = positif). Proses
Truth Labeling  sentimen ini memastikan setiap ulasan memiliki label sentimen yang konsisten
sebagai dasar pemodelan.
Data Cleaning Menghapus data tidak Baris yang tidak memiliki teks, nilai skor kosong, atau konten tidak
valid relevan dihapus. Tahap ini dilakukan untuk memastikan kualitas data

Text
Preprocessing

TF-IDF Feature
Extraction

Train—Test Split

Baseline Model
Training

Feature
Selection
Experimentation

Feature Tuning
K
Optimization)

Final Model

Selection

Model
Evaluation

Membersihkan dan
menormalkan teks

Mengubah teks menjadi
fitur numerik

Membagi data menjadi
data latih dan data uji

Melatih model awal tanpa
seleksi fitur

Menerapkan Chi-Square
dan Information Gain

Menguji berbagai jumlah
fitur (K)

Memilih model terbaik

Mengukur kinerja model

dan mencegah gangguan (noise) pada proses praproses dan pemodelan.

Proses mencakup cleaning, case folding, tokenisasi, stopword removal,
dan stemming. Praproses dilakukan untuk menyeragamkan struktur teks
serta mengurangi variasi kata yang tidak diperlukan sehingga fitur
menjadi lebih representatif.

TF-IDF dengan n-gram (1,2) dan max_features = 5000 digunakan untuk
membentuk matriks fitur. Metode ini memberikan bobot kata
berdasarkan tingkat kepentingannya dalam korpus, sehingga fitur lebih
informatif untuk klasifikasi sentimen.

Data dibagi menggunakan stratified split (80:20) untuk menjaga
distribusi label yang seimbang pada kedua subset. Tahap ini memastikan
evaluasi performa model lebih akurat dan tidak bias.

Model Multinomial Naive Bayes dilatih menggunakan fitur TF-IDF
5000 dimensi. Model baseline ini digunakan sebagai titik pembanding
terhadap model dengan seleksi fitur.

Fitur dievaluasi menggunakan Chi-Square dan Information Gain secara
terpisah. Proses ini menghasilkan ranking fitur berdasarkan tingkat
relevansinya terhadap kelas sentimen.

Percobaan dilakukan pada K = {100, 500, 1000, 2000, 3000, 4000,
5000}. Tahap ini menentukan jumlah fitur optimal yang memberikan
akurasi tertinggi pada model.

Model dengan performa terbaik dipilih berdasarkan perbandingan
akurasi, precision, recall, dan F1-score dari setiap skenario (baseline,
Chi-Square, Information Gain).

Evaluasi dilakukan pada tiga konfigurasi model menggunakan metrik
klasifikasi standar. Hasil evaluasi dibahas untuk mengetahui pengaruh
seleksi fitur terhadap performa model.

Penelitian ini dilakukan dengan Kebutuhan Hardware dan Software spesifikasi sebagai berikut.
1) Perangkat Keras (Hardware)

a)  Prosesor: Intel Core 15 atau setara
b) RAM: 8 GB

¢)  Penyimpanan: 512 GB SSD
d)  Sistem Operasi: Windows 10 64-bit

2)

Perangkat Lunak (Software)

a) Bahasa Pemrograman: Python 3.x
b) Library: Scikit-learn, Pandas, NumPy, Matplotlib
¢) Tools: Jupyter Notebook
d) Dataset: Ulasan aplikasi Gojek dari Kaggle
Spesifikasi perangkat keras dan perangkat lunak digunakan untuk memastikan replikasi eksperimen
dapat dilakukan secara konsisten.
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IV. HASIL DAN PEMBAHASAN

1. Hasil Pemuatan Dataset

Untuk memberikan gambaran awal mengenai karakteristik dataset yang digunakan dalam
penelitian, dilakukan pemuatan data ulasan aplikasi Gojek dari platform Kaggle. Ringkasan informasi
mengenai jumlah data dan distribusi label sentimen disajikan pada Tabel 2 berikut.

Tabel 2. Hasil Pemuatan Dataset

Parameter Jumlah
Total Dataset 225.043
Positif 161.162
Negatif 54.137
Netral 9.448
Name count
Datatype int64

Dataset penelitian terdiri dari 225.043 ulasan aplikasi Gojek yang diperoleh melalui platform
Kaggle. Ulasan dipetakan ke dalam tiga kategori sentimen berdasarkan skor rating, yaitu positif, negatif;,
dan netral. Tabel 2 menunjukkan bahwa distribusi kelas tidak seimbang, dengan sentimen positif
mendominasi (161.162 atau 71,6%), diikuti negatif (54.137 atau 24,0%), dan netral (9.448 atau 4,2%).
Ketidakseimbangan tersebut menandakan potensi bias model terhadap kelas mayoritas dan perlu
diperhatikan dalam proses evaluasi. Struktur dataset yang bersih dan tidak mengandung nilai hilang
mendukung konsistensi tahap praproses dan pemodelan.

2. Hasil Pelabelan Ground Truth

Setelah proses pemetaan skor rating menjadi tiga kategori sentimen, dilakukan visualisasi untuk
mengamati distribusi kelas yang terbentuk dari pelabelan awal. Gambar 2 berikut menampilkan hasil
pelabelan ground truth berdasarkan rating ulasan pengguna.

Distribusi Label Sentimen

161162
160000

140000

120000

100000

Jumlah Data

80000

60000

40000

20000
9448

0
Positif Negatif Netral

Label Sentimen

Gambar 2. Hasil Pelabelan Ground Truth

Visualisasi pada Gambar 2 mengonfirmasi ketimpangan distribusi label, dengan kelas positif
sebagai mayoritas absolut. Dominasi ulasan positif mengindikasikan tingkat kepuasan pengguna yang
tinggi, sedangkan proporsi ulasan negatif menunjukkan keberadaan masalah layanan tertentu yang perlu
diperhatikan. Kelas netral yang sangat kecil (4,18%) menjadi tantangan penting dalam pemodelan karena
jumlah data yang terbatas dapat menurunkan kemampuan model dalam mengenali pola linguistik kelas
tersebut. Ketidakseimbangan ini meningkatkan baseline accuracy secara artifisial, sehingga interpretasi
hasil model harus mempertimbangkan metrik precision, recall, dan F1-score per kelas.

Untuk mengukur tingkat ketidakseimbangan, digunakan /mbalance Ratio (IR). Nilai IR yang tinggi
pada kelas netral menunjukkan bahwa kelas ini merupakan minoritas ekstrem, sehingga berpotensi
diabaikan oleh model. Pendekatan evaluasi yang lebih komprehensif menjadi penting untuk memastikan
bahwa performa model tidak hanya ditentukan oleh kemampuan memprediksi kelas mayoritas.
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3. Hasil Penghapusan Data Tidak Valid

Untuk meningkatkan kualitas data, dilakukan proses identifikasi dan penghapusan baris yang
tidak relevan atau tidak memenuhi standar kelayakan analisis. Contoh baris yang dihapus serta alasan
penghapusannya disajikan pada Tabel 3 dan Tabel 4, sedangkan Tabel 5 menunjukkan data yang

menjadi kosong setelah proses praproses.

Tabel 3. Contoh Data Tidak Valid

No userName Content score at appVersion

738  Nurlaili S.Pd.I Kenapa setelah | 27/01/2024
update saya tidak 06:28
bisa mengkone...

1241 6 Abdul SHI Saya hanya pakai 5 31/01/2024

Aziz gojek 12:14

1426  Elas Junika A.Md Kenapa belakangan 3 30/01/2024
ini sering terjadi 10:44
orderan g...

2590 YUDIASRA ST Sampai saai ini 5 12/01/2024
masih memuaskan 10:10
pertahankandan...

3736 SERVIS AC MESIN CUCI SEKEN) Parah ini hasil 1

TERDEKAT (PEMASANGAN mapsnyabisa
AC AC BARU bisanya titik
ygd...
Tabel 4. Distribusi Alasan Penghapusan
No Content score Sentiment label mapped
738  S.Pd.I Kenapa setelah update saya None
tidak bisa mengkone...
1241 SHI Saya hanya pakai gojek None
1426 A.Md Kenapa belakangan ini sering None
terjadi orderan g...

2590 ST Sampai saai ini masih None

memuaskan pertahankandan...

3736 MESIN CUCI SEKEN) None

(PEMASANGAN AC
BARU

Tabel 5. Jumlah baris yang kontennya menjadi kosong setelah praproses.

No content clean stemmed content
41 Baik

48 Baik

58 Baik

59 Sangat baik

152 Baik

Proses pembersihan data menghilangkan baris yang tidak memiliki skor, tidak memiliki teks, atau
menghasilkan teks kosong setelah praproses. Dari total data awal, 4.176 baris dihapus, menyisakan
220.860 ulasan yang layak digunakan. Tabel 3 dan Tabel 4 menunjukkan contoh baris yang dihapus,
termasuk ulasan tanpa skor dan teks yang tidak memiliki makna semantik. Beberapa teks yang sangat
pendek seperti “Baik” juga terhapus akibat stopword removal, sebagaimana terlihat pada Tabel 5, karena
tidak menghasilkan token setelah seluruh tahap praproses diterapkan. Eliminasi data tidak valid ini
meningkatkan keandalan representasi fitur dan mengurangi risiko noise pada model.

4. Hasil Praproses Teks

Tahap praproses teks dilakukan untuk menghasilkan representasi teks yang bersih, terstruktur, dan
siap digunakan dalam proses ekstraksi fitur. Contoh transformasi teks sebelum dan sesudah praproses
ditampilkan pada Tabel 6 berikut.
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Tabel 6. Hasil Praproses Teks

No Percobaan Original Text Processed Text
1 1 Bagus bagus
2 2 Ok bgt cepat ok bgt cepat
3 3 Edit bintang 1 ke bintang 5 Seneng deh akhirnya edit bintang bintang neng deh

sekarang TopUp GoPay udah bisa di Indomart topup gopay udah indomart
Minimal jumlah Top Up nya jg kecil 10 rbu aja minimal top up nya jg rbu aja
dan biaya admin nya 2 rbu Bagus pertahankan ya biaya admin nya rbu bagus tahan
Promo Voucher Discount GoFood nya TOLONG ya promo voucher discount

DIPERBANYAK Thanks gofood nya tolong banyak thanks
4 4 Ok ok
5 5 Gojek emang top gojek emang top

Tahap praproses berhasil menormalkan teks menjadi format yang konsisten dan siap diekstraksi ke
dalam fitur numerik. Contoh pada Tabel 6 menunjukkan bahwa ulasan panjang mengalami reduksi
signifikan melalui proses cleaning, tokenisasi, stopword removal, dan stemming. Sebaliknya, ulasan
dengan struktur sederhana tetap dipertahankan tanpa kehilangan konteks. Transformasi ini memastikan
bahwa noise linguistik seperti variasi ejaan, huruf kapital, dan simbol tidak memengaruhi kualitas fitur
yang dihasilkan.

5. Hasil Ekstraksi Fitur dengan TF-IDF

Setelah teks melewati proses praproses, dilakukan ekstraksi fitur menggunakan metode TF-IDF
untuk mengidentifikasi kata-kata yang memiliki peran penting dalam membedakan kategori sentimen.
Tabel 7 berikut menyajikan daftar fitur dengan bobot tertinggi.

Tabel 7. Hasil Ekstrasin Fitur TF-IDF

Feature Importance
Mantap 12095.4
ok 11542.4
Bantu 11214.8
Bagus 10728.5
Good 8430.49

Ekstraksi fitur menggunakan TF-IDF dengan max features = 5000 dan ngram_range = (1, 2).
Tabel 7 memperlihatkan fitur dengan bobot tertinggi, seperti “mantap”, “ok”, dan “bantu”, yang
menunjukkan peran kata-kata tersebut sebagai indikator kuat dalam membedakan sentimen. Keberadaan
kata berbahasa Inggris seperti “good” menunjukkan variasi bahasa dalam ulasan pengguna. Distribusi
bobot TF-IDF yang jelas membantu model memahami kata-kata yang paling representatif di setiap
kategori sentimen.

6. Hasil Pembagian Data Latih dan Uji
Untuk menguji performa model, dataset dibagi menjadi data latih dan data uji menggunakan
stratified split. Proporsi pembagian data dapat dilihat pada Gambar 3 berikut.

Pembagian Data Latih dan Data Uji

176688
175000

1500001
125000

100000

Jumlah Data

75000

50000 44172

25000

0

Data Latih (80%) Data Uji (20%)
Gambar 3. Data Train dan Test
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Melalui stratified split dengan rasio 80:20, sistem menghasilkan 176.688 data latih dan 44.172 data
uji disajikan pada Gambar 3. Pendekatan stratifikasi mempertahankan proporsi label pada kedua subset,
sehingga evaluasi model dapat mencerminkan kemampuan generalisasi secara lebih stabil.

7. Hasil Pelatihan Model Baseline

Sebagai langkah evaluasi awal, dilakukan pelatihan model baseline menggunakan algoritma
Multinomial Naive Bayes. Hasil akurasi dan metrik evaluasi per kelas ditampilkan pada Tabel 8 dan
Tabel 9 berikut.

Tabel 8 Hasil Pelatihan Model Baseline
Metode AKurasi
Baseline (No FS) 0.878045

Tabel 9 Matriks Akurasi Model Baseline

Kelas Precision Recall F1-Score Support
Negatif 0.73 0.89 0.80 10.800
Netral 0.33 0.00 0.01 1.866
Positif 0.94 0.92 0.93 31.506
Accuracy 0.88 44.172
Macro Avg 0.67 0.61 0.58 44.172
Weighted Avg 0.86 0.88 0.86 44.172

Model baseline menggunakan Multinomial Naive Bayes dengan 5000 fitur TF-IDF. Seperti terlihat
pada Tabel 8, baseline mencapai akurasi 0,8780, nilai tertinggi dari seluruh eksperimen. Model
menunjukkan performa kuat pada kelas positif dan negatif, namun gagal mengidentifikasi kelas netral
(recall =0,00) terlihat pada Tabel 9, mencerminkan dampak class imbalance terhadap model probabilistik.

8. Hasil Eksperimen Seleksi Fitur

Untuk menilai dampak seleksi fitur terhadap performa model, dilakukan eksperimen menggunakan
Chi-Square dan Information Gain. Hasil perbandingan nilai akurasi masing-masing metode disajikan pada
Tabel 10 berikut.

Tabel 10. Hasil Eksperimen Seleksi Fitur

Metode AKkurasi
Baseline (No FS) 0.878045
Chi-Square (K=1000) 0.873517
Information Gain (K=1000) 0.870959

Eksperimen awal pada K=1000 menunjukkan bahwa Chi-Square menghasilkan akurasi 0,8735,
sementara Information Gain menghasilkan 0,8710 terlihat pada Tabel 10. Kedua nilai sedikit lebih rendah
dibandingkan baseline, tetapi menunjukkan bahwa sebagian besar fitur tidak relevan telah berhasil
dipangkas. Temuan ini mengindikasikan bahwa pada corpus besar seperti ulasan Gojek, pengurangan
fitur secara agresif tidak selalu menghasilkan peningkatan performa.

9. Hasil Tuning Jumlah Fitur Optimal
Eksperimen lanjutan dilakukan untuk menentukan jumlah fitur optimal yang memberikan kinerja
terbaik. Ringkasan performa model pada berbagai nilai K ditunjukkan pada Tabel 11.

Tabel 11. Hasil Tuning Jumlah Fitur Optimal

K Chi-Square Information Gain

100 0.832858 0.811442

500 0.869487 0.863579

1000 0.873517 0.870959

2000 0.877253 0.87431

3000 0.877864 0.87569

4000 0.877411 0.877751

Baseline (5000) 0.878045 0.878045
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Pengujian K pada nilai 100 hingga 4000 menunjukkan pola peningkatan kinerja seiring
bertambahnya jumlah fitur Terlihat pada Tabel 11. Chi-Square mencapai akurasi tertinggi pada K=3000
(0,877864), sementara Information Gain stabil pada K=4000 (0,877751). Walaupun baseline tetap yang
tertinggi, model dengan K=3000 menunjukkan efisiensi komputasi yang meningkat dengan penurunan
dimensi sebesar 40%.

10. Hasil Penentuan Model Final
Berdasarkan evaluasi akurasi dan efisiensi komputasi, konfigurasi model terbaik dipilih sebagai
model final. Visualisasi perbandingan performa model dapat dilihat pada Gambar 4 berikut.

Perbandingan Akurasi Klasifikasi Sentimen Naive Bayes

0.885

0.880 -

0.8780 0.8779

0875 | ]

Akurasi

0.870  [emsmmemssrsss o]

0.865 |  [remeeesemses ]

0.860 -

Baseline (Tanpa Seleksi Fitur) Chi-Square (K=3000)

Metode Seleksi Fitur

Information Gain (K=3000}

Gambar 4. Penentuan Model Final

Model final dipilih berdasarkan keseimbangan antara akurasi dan efisiensi. Gambar 4 menunjukkan
bahwa Naive Bayes + Chi-Square K=3000 (0,877864) menjadi konfigurasi terbaik karena memberikan
performa mendekati baseline dengan jumlah fitur yang jauh lebih sedikit.

11. Hasil Evaluasi Model
Model terbaik kemudian dievaluasi menggunakan classification report untuk menganalisis
performa per kelas secara lebih detail. Hasil evaluasi tersebut disajikan pada Tabel 12 berikut.

Tabel 12. Classification Report Terbaik(K=3000)

Kelas Precision Recall F1-Score Support
Negatif 0.73 0.89 0.80 10.800
Netral 0.33 0.00 0.01 1.866
Positif 0.94 0.92 0.93 31.506
Accuracy 0.88 44.172
Macro Avg 0.67 0.61 0.58 44.172
Weighted Avg 0.86 0.88 0.86 44.172

Evaluasi model final Pada Tabel 12 menunjukkan performa solid pada kelas positif dan negatif,
namun kelas netral tidak terdeteksi dengan baik. Akurasi keseluruhan tetap tinggi pada 0,88, namun
performa per kelas mengungkapkan perlunya strategi yang lebih efektif untuk menangani
ketidakseimbangan kelas.

12. Pembahasan

Hasil penelitian menunjukkan bahwa reduksi fitur menggunakan Chi-Square dan Information Gain
tidak memberikan peningkatan performa signifikan dibandingkan baseline. Naive Bayes justru bekerja
lebih optimal tanpa reduksi fitur, sejalan dengan literatur yang menyatakan bahwa model probabilistik
membutuhkan cakupan distribusi kata yang lebih luas. Hal ini menjelaskan mengapa baseline dengan
5000 fitur mencapai akurasi tertinggi (0,8780).

Chi-Square menunjukkan hasil sedikit lebih baik dibandingkan Information Gain, khususnya pada
jumlah fitur di atas 2000, namun selisih antar metode relatif kecil. Temuan ini mengonfirmasi bahwa

efektivitas seleksi fitur sangat berkaitan dengan karakteristik dataset yang besar dan variatif. Penelitian
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ini memperkuat pemahaman bahwa pada data ulasan berbahasa Indonesia yang kaya konteks dan informal,
pemangkasan fitur terlalu agresif dapat menghilangkan informasi penting yang justru berkontribusi pada
klasifikasi sentimen.

V. KESIMPULAN DAN SARAN

Berdasarkan hasil penelitian, model Naive Bayes tanpa seleksi fitur menghasilkan akurasi tertinggi
sebesar 0,878045. Penerapan Chi-Square dan Information Gain tidak mampu meningkatkan akurasi,
namun Chi-Square mampu mengurangi jumlah fitur hingga 40% dengan performa yang tetap mendekati
baseline.

Hal ini menunjukkan bahwa Naive Bayes bekerja lebih optimal dengan distribusi fitur yang luas,
sehingga reduksi fitur perlu dilakukan secara selektif. Ketidakseimbangan data juga menjadi faktor utama
rendahnya performa pada kelas netral.

Penelitian selanjutnya disarankan untuk menerapkan teknik penanganan ketidakseimbangan data
serta menggunakan algoritma lain untuk meningkatkan performa pada kelas minoritas.
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